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Tema de tesis 

Retención de clientes en zonas competitivas, segmentando el ticket de compra y analizando la 

población por medio del uso de aprendizaje no supervisado (PCA) de la canasta básica de una 

empresa de retail. 

I Resumen 

La caracterización de clientes para definir un público objetivo dentro una tienda ha sido una 

tarea sumamente importante para cualquier empresa del sector alimenticio que busca ser 

competitiva (Brenes, 2015), por tal motivo hoy en día se ha buscado entender el contexto 

pasado, presente y futuro de los clientes a través del análisis de datos provenientes de distintas 

fuentes como lo explica la metodología CRISP-DM (Chapman, 2021). Por consiguiente, en este 

trabajo se ha optado por usar esta metodología para extraer e interpretar la información más 

relevante; de igual forma se realizó un análisis descriptivo y algunos modelos de machine 

learning para identificar patrones de comportamiento de los posibles consumidores que visitan 

a la tienda en un rango de 2 km durante los últimos 5 años. 

Palabras clave: K-means, Datos, clústeres, correlaciones, estadística, ETL. 

I Introducción 

La minería de datos es un proceso usado en el descubrimiento de patrones desconocidos que 

aportan ventajas competitivas en la toma de decisiones. Dicho proceso está conformado de 

seleccionar, explorar, modificar, modelar y valorar grandes cantidades de datos ("La minería de 

datos: Definición, usos y funciones", 2021). 

Los beneficios que acarrea la minería de datos son diversos, por lo que existen distintas 

estrategias con la capacidad de cumplir los puntos anteriormente mencionados. En la actualidad 

la metodología más se empleada por las empresas es: “Cross-Industry Standard for Data Mining 

(CRISP-DM) por su versatilidad y bajo coste (Chapman, 2021).  

 La metodología CRISP-DM se diseñó en 1999 mediante un consorcio de empresas 

europeas, estas buscaban no depender de especialistas costosos. Por lo que plantearon los 

siguientes objetivos que los distinguen dentro de su metodología: 

► Fomentar la interoperabilidad de las herramientas durante todo el proceso de minería 

de datos, ya que anteriormente obligaban a las empresas a usar un software o 

herramienta especifica.  

► Eliminar la experiencia misteriosa y costosa de las tareas simples de la minería de datos, 

facilitando su implementación en las empresas. 

Esta metodología al no tener propietario y ser adaptable para cualquier tipo de industria, se 

convirtió en la solución idónea para las empresas que quieren orientar su modelo de negocios a 

uno impulsado por datos (Data Driven).  Además de que integra los problemas de negocio y el 

análisis técnico en la búsqueda de conocimiento. 

Metodología CRISP-DM 
La metodología CRISP-DM consta de 6 fases: 
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1. Comprensión del negocio: En esta primera fase, se alinean los objetivos del proyecto de 

la minería de datos con los objetivos del negocio. Al conseguirlo, evitamos embarcarnos 

en un proyecto de minería de datos que no produzca ningún efecto real que beneficie o 

aporte a la organización. 

2. Compresión de los datos: en este paso se busca conocer la estructura, distribución y 

calidad de los datos. 

3. Preparación de los datos: durante este paso se busca emplear los datos finales sobre los 

cuales se aplicarán los modelos. 

4. Modelado: se busca construir un modelo que permita alcanzar los objetivos del 

proyecto. Esto a través de seleccionar la técnica más adecuada de modelado acorde a 

los datos disponibles y el cumplimiento de los objetivos establecidos en las fases previas; 

mediante esto se garantiza una estrategia de la calidad en la construcción del modelo al 

aplicar la técnica previamente seleccionada. Cabe destacar que se busca también ajustar 

el modelo de forma iterativa evaluando su fiabilidad e impacto en los objetivos 

establecidos. 

5. Evaluación: se evalúa el grado de acercamiento del modelo a los objetivos del negocio. 

6. Despliegue: se ofrece un despliegue de los resultados obtenidos de forma que sea 

propagado a los usuarios finales, así como el mantenimiento del mismo una vez el 

despliegue haya finalizado. 

Fase 1 de la metodología CRISP-DM  
Esta fase como lo muestra la ilustración 4 se conforma por 4 pasos: 

► Determinar los objetivos del 

negocio.  

► Evaluación de la situación 

► Determinar los objetivos de la 

minería.  

► Realizar el plan de proyecto

 

Fase 2 de la metodología CRISP-DM 
La fase llamada “Comprensión de los datos” consta de 4 pasos: 

► Recolectar los datos iniciales.  

► Descripción de los datos. 

► Exploración de los datos. 

► Verificar la calidad de los datos. 
 

Fase 3 de la metodología CRISP-DM 
En la fase “Preparación de los datos (proceso ETL)” se integra por los siguientes 4 pasos: 

► Seleccionar los datos.  

► Limpiar los datos. 

► Construir los datos. 

► Integrar los datos. 

Fase 4 de la metodología CRISP-DM 
Esta fase como su nombre lo expresa se encarga del modelo y necesita cumplir los siguientes 4 

pasos: 

► Escoger la técnica de modelado.  

► Generar el plan de prueba. 

► Construir el modelo. 

► Evaluar el modelo. 

Fase 5 de la metodología CRISP-DM 
La fase de la evaluación como lo muestra la ilustración 4 se conforma por 4 pasos: 



► Evaluar los resultados.  

► Revisar el proceso. 

► Determinar los próximos pasos. 

Fase 6 de la metodología CRISP-DM 
Esta fase trata de la implantación y se conforma por 4 pasos: 

► Planear la implantación.  

► Planear la monitorización y 

mantenimiento. 

► Producir el informe final. 

► Revisar el proyecto

 

La facilidad con la que se adapta esta metodología a los distintos modelos de negocio 

orientado a datos como se observa en la ilustración siguiente, ha permitido tomar decisiones 

competitivas. Puesto que no todas las empresas presentan la misma cantidad de datos o desean 

realizar el mismo análisis. 

 

Ilustración 1. Modelos Data Driven, Cantón Croda 2020. 

Lo anteriormente mencionado, nos permite reconocer el modelo con el que se abordará el 

trabajo para la tienda minorista.  Dicho modelo es de tipo F puesto que se recopilarán fuentes 

de datos internas y de libre acceso, además, estas serán analizadas para incorporar los 

descubrimientos generados en los análisis cotidianos de la empresa. 

Al conocer el modelo de negocio que utiliza la empresa, podemos con base a sus 

necesidades adecuar e implementar la metodología CRISP-DM. Esta recorrerá un total de 6 

fases, la primera constará de entender el negocio, su situación actual, la de los datos y planificar 

del resto de las fases. 

La segunda y tercera fase tratara de recopilar y adecuar los datos para su futuro uso en el 

análisis y creación del modelo. Una vez conseguido los datos óptimos se avanzará a la fase 4, la 

cual se encargará de crear un modelo de ciencia de datos que arroje posibles respuestas a las 

preguntas del negocio. Las soluciones de estas preguntas serán evaluadas en la fase 5 para así 

una vez conseguido los resultados óptimos pasar a la fase 6 de implantación. 
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I Antecedentes 

Las grandes cadenas comerciales encargadas de suministrar productos al consumidor final son 

también conocidas como tiendas de retail. El acceso de la población hacía estas cadenas han 

permitido transformar en la actualidad sus hábitos de consumo, provocando la evolución de 

este sector tradicional a uno global, diverso y complejo (Alkint, 2018). 

En México las empresas del sector minorista han existido desde 1800, ya que se ha 

buscado solventar las necesidades de la población en las zonas urbanas. Este mercado ha crecido 

tanto en el aspecto económico que se espera en el 2019, ganancias de 26.29 billones de dólares 

alrededor del mundo mientras que para el 2020 alrededor de 27.73 billones de dólares 

(Ramirez,2021). 

La incorporación tiendas de retail focalizadas en dietas alimenticias de la población trae 

consigo un beneficio económico; ya que garantizan 100,000 empleos directos y muchos más de 

forma indirecta (Brenes, 2015). Por otra parte, Brenes también explica los beneficios sociales de 

proveer a los habitantes alimentos altos en estándares de calidad aptos para integrarse a los 

hábitos alimenticios de regiones puntuales sin interferir en sus dietas base.   

El país cuenta actualmente con cadenas nacionales e internacionales en todo el 

territorio que buscan suministrar y solventar las necesidades básicas, para realizar esto en el 

ámbito alimenticio el gobierno mexicano en 1917 estipuló de manera constitucional una lista de 

servicios indispensables y necesarios para que los trabajadores y sus familias puedan satisfacer 

sus necesidades básicas (Ramirez, 2021). 

En 1917 la constitución integró el concepto de la canasta básica, este originalmente 

fungió como una lista de productos alimenticios de primera necesidad accesibles para todos los 

mexicanos a partir de un sueldo mínimo; el objetivo de la lista es tener una serie de alimentos 

básicos en la dieta mexicana con un precio fijo que permitan su fácil acceso y consumo a la 

población (CONEVAL,2021). 

En 2019 la canasta básica aumento la lista de 27 productos a 40 incluyendo productos 

de limpieza personal, baterías y una diversidad mayor de alimentos. Esto provocó que la dieta 

mexicana se volviera más diversa y nutritiva (CONEVAL,2021), además, permitió que los 

proveedores y las cadenas de retail tuvieran la necesidad de ofrecer estos productos en 

presentaciones y formatos más atractivos. 

La lista de nuevos productos impulsada en 2019 es la siguiente: 

 



 

13 

 

Ilustración 2. Canasta básica alimenticia 2019 del gobierno de México, Gobierno de México 2019. 

 

Los alimentos consumidos por la población están influenciados, pero no limitados a la 

canasta básica. La lista de la ilustración 2 está pensada para ser la opción mínima capaz de nutrir 

a la población, sin embargo, existen alimentos consumidos que no pertenecen a la lista como el 

pan dulce o productos derivados del nopal, ya sea por ser sustitutos veganos o por costumbres 

de la población ("CANASTA BÁSICA DE ALIMENTOS", 2021). 

La emergencia sanitaria incentivó a los consumidores a realizar compras online en el 

mercado minorista y de bienes de consumo, este nuevo hábito se vio reflejado en la entrega 

masiva de alimentos y bebidas. Las empresas que supieron obtener beneficio de esta necesidad 

son aquellas las cuales contaban con una plataforma tecnológica y logística de los productos 

(Cálvillo, 2021). 

La atención inmediata se convirtió en un requerimiento básico durante la pandemia para 

el éxito de los comercios minoristas. Por tal razón, se buscó lograrlo optimizando el catálogo de 

productos capaces de solucionar las necesidades del hogar, mejorando el tiempo y calidad de 

entregas; este último punto se le ha dado un peso importante ya que la conectividad de clientes 

entre sí ha permitido evaluar a las tiendas acorde al cumplimiento de estos objetivos (Cayuela, 

2021). 

Realizar todos los ajustes anteriormente mencionados en los hábitos de compra ha 

provocado que la variedad de opciones para el consumidor se diversificara y complicara, siendo 

la tarea de las empresas minoristas conseguir un grado de granularidad capaz de abarcar al 

mayor público posible de la manera más individual posible. 

En la actualidad, el modelo de competencias económicos por el que se rigen las 

empresas de retail se orienta al oligopolio, lo que se traduce en un número limitado de 
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competidores fuertes que buscan la tracción completa y exclusiva del mercado.  Esto se aborda 

en el modelo Stackelberg.  

El modelo Stackelberg establece una estructura de mercado de tipo Oligopolio, las 

empresas son pocas y cada rival tiene la capacidad de influir en el nivel de producción de sus 

rivales. Dichas empresas actúan como un monopolio a fin de alcanzar éxito propio, aquellas que 

actúan primero se les confiere una ventaja crucial y un estatus de líder (Vela Meléndez et al., 

2021). 

Las expectativas son dinámicas para la empresa líder, mientras que son estáticas para 

las empresas seguidoras, dichas empresas establecen su función de reacción, además, la 

empresa líder incorpora las funciones de reacción de las seguidoras en función de maximizar sus 

beneficios.  

En este modelo se aborda la existencia de dos empresas que conforman un duopolio; 

en donde ambas ofrecen productos similares. A una se le confiere la posición de empresa líder, 

la cual decide su producción en primer lugar. Por otra parte, la segunda empresa se le asigna la 

posición de seguidora la cual se encuentra a la espera de las decisiones de la empresa líder para 

elegir su producción. 

A corto plazo el equilibrio de Stackelberg presenta un mejor beneficio en comparación 

a otros modelos de competencias económicas como lo es el equilibrio de Cournot; esto sucede 

ya que las utilidades en Stackelberg aumentan para la empresa líder al disminuir los precios de 

venta y aumentar la capacidad de producción. Cabe a aclarar que existe una desventaja a largo 

plazo, debido a que cada vez habrá consumidores con ingresos más bajos; el precio irá 

disminuyendo hasta alcanzar el costo marginal lo cual resultará que obtendrá menos ganancias 

que en el equilibrio de Cournot (Vela Meléndez et al., 2021). 

En relación con las distancias estratégicas que se habla en el modelo económico 

Stackelberg. Se ha documentado que para cubrir las necesidades alimentarias básicas con 

estrategias para las personas que se transportan a pie, los comercios y supermercados necesitan 

abarcar como mínimo un 1 km. Dicha distancia es capaz de satisfacer carencias alimentarias, 

aunque es necesario ajustar dicha distancia cuando existe presencia de personas que realizan 

sus compras a través de transporte público o su propio vehículo (Feng, 2018). 

I Objetivos 
El modelo de negocio orientado a data-driven es de tipo F, ya que se hace una mezcla de datos 

y análisis de múltiples fuentes. Por lo cual es importante definir objetivos con un enfoque al 

negocio y otro a la ciencia de datos, sin embargo, el objetivo principal que abarcará esta tesis es 

identificar los clientes con técnicas de Machine Learning para retenerlos en un ambiente 

competitivo. 

Objetivos del negocio 
Diseñar un modelo que permita retener clientes de Amalucan y aledaños a través de la 

segmentación de los distintos tipos de clientes acorde a sus tickets de compra y demografía, 

para así ofrecer revalorar la calidad y precios de productos de la canasta alimenticia básica de la 

empresa.  
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Objetivos Específicos 
► Analizar los tickets promedio de productos alimenticios generados en el primer 

trimestre del 2021 para obtener las dimensiones de los hábitos de consumo de los 

clientes. 

► Analizar las características de la población que habita en un radio de 2 km para entender 

la situación demográfica de la región. 

► Identificar patrones en las características de los clientes que permitan asociarlos en 

grupos, para focalizar estrategias económicas y de marketing que permitan aumentar el 

incremento de ingresos. 

Criterios de Éxito 
A continuación, se describen los criterios de éxito: 

► Seccionar en clústeres los clientes, acorde al consumo de productos. 

► Asociar los clústeres de los clientes con relación a las características de la población que 

habita en un radio de 2 Km a la redonda de la sucursal. 

► Presentar la información obtenida de los análisis en un dashboard e infografías que 

facilite la toma de decisiones. 

I Evaluación de la situación 
Esta empresa de retail maneja un enfoque horizontal en su diferenciación de producto, lo que 

significa que el negocio se enfoca en diversificar sus productos para maximizar la variedad de 

clientes. Sus operaciones empezaron en 2012 en una zona de plusvalía media baja, pero con 

proyecciones de crecimiento de la localidad de puebla (Zonificación Catastral y las Tablas de 

Valores Unitarios de Suelos Urbanos y Rústicos; así como los Valores Catastrales de Construcción 

por metro cuadrado, para el Municipio de Puebla, 2020).  

En este año su SMBD (sistema manejador de base de datos) SAP muestra una pérdida 

en promedio de 200 tickets diarios durante el mes de enero, esto junto con la disminución de 

clientes en el 2020 se tradujo en una pérdida de $2 000 000.   

Esta situación en la que se encuentra la empresa se debe a un conjunto de factores, uno 

de ellos es la pandemia que cambió los hábitos de consumo de toda la población a nivel nacional 

junto con la pérdida de empleos. Además, la reciente incorporación de 2 sucursales de una 

franquicia competidora se acentuó a las cercanías de la tienda lo que provoca una dispersión de 

clientes en la zona como se puede observar en la ilustración 3. 
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Ilustración 3. Ubicación de los competidores, la tienda y su radio de 2 Km a la redonda, elaboración propia 2020. 

I Minería de datos 

Objetivo de la minería de datos 
El producto de ciencia de datos va ser (in->out), ya que las fuentes de datos usadas serán 

internas con repercusiones externas, aunque una de estas fuentes proviene de una fuente 

externa. 

Utilizar distintas técnicas y tecnologías en ciencia de datos para encontrar patrones de 

comportamiento en los clientes que permitan agruparlos en clústeres acorde a su consumo de 

productos y las características de individuales de la poblacional asociada a dichos productos. 

Objetivos particulares 
► Utilizar las bases de datos de la empresa para visualizar su estado y entender el punto 

de partida del análisis. 

► Implementar una metodología híbrida de ciencia de datos y de competencias 

económicas como CRIDP-DM y el modelo espacial stackelberg. 

► Realizar un algoritmo de PCA para re-escalar las múltiples dimensiones de la base, con 

el objetivo de poder agrupar las características de los clientes. 
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Tabla 1 Planificador del proyecto:  retención de clientes en zonas competitivas, elaboración propia 

 

 

 

 

 

Planificador 
del proyecto 

Periodo resaltado: 8 Duración del plan Inicio real  

% Completado (fuera del plan) Real (fuera del plan) % Completado  

  1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 

Actividad 1                         

Actividad 2                         

Actividad 3                         

Fase 1 CRISP-
DM 

                        

Actividad 4                         

Actividad 5                         

Actividad 6                         

Actividad 7                         

Actividad 8                         

Actividad 9                         

Fase 2 CRISP-
DM 

                        

Actividad 10                         

Actividad 11                         

Fase 3 CRISP-
DM 

                        

Actividad 12                         

Actividad 13                         

Actividad 14                         

Actividad 15                         

Fase 4 CRISP-
DM 

                        

Actividad 16                         

Actividad 17                         

Actividad 18                         

Actividad 19                         

Fase 5 CRISP-
DM 

                        

Actividad 20                         

Actividad 21                         

Actividad 22                         

Fase 6 CRISP-
DM 

                        

Actividad 23                         

Actividad 24                         

Actividad 25                         

Actividad 26                         
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Tabla 2 Descripción del Planificador de las actividades del planificador del  proyecto, elaboración propia. 

Los objetivos y la evaluación de la situación fueron ya previamente descritos, 

mientras que la planeación del plan de proyecto se realizó en un diagrama de Gantt en 

Excel como lo muestra la tabla 1 y 2. La planeación consta de 22 semanas para las 26 

actividades que constan el proyecto. 

Las actividades descritas en la tabla 2 abordan la búsqueda y presentación de la 

empresa, además, de las 6 fases de CRISP-DM. En el diagrama podemos observar el 

tiempo planeado para cada actividad y el porcentaje completado de color morado, 

mientras que de color naranja se observa si ha existido alguna actividad que ha llevado 

menos o más tiempo del planeado. 

No. actividad Descripción 

Actividad 1 Búsqueda de la empresa 

Actividad 2 Contacto con la empresa 

Actividad 3 Presentación de propuesta de tesis 

Fase 1 CRISP-DM Comprensión del negocio 

Actividad 4 Investigar el ambiente y estado actual de la empresa 

Actividad 5 Aceptación del proyecto 

Actividad 6 Acta de Constitución del Proyecto 

Actividad 7 Confirmación del proyecto 

Actividad 8 Recolectar los datos iniciales 

Actividad 9 Descripción de los datos 

Fase 2 CRISP-DM Comprensión de los datos 

Actividad 10 Exploración de los datos 

Actividad 11 Verificar la calidad de los datos 

Fase 3 CRISP-DM Preparación de los datos (proceso ETL) 

Actividad 12 Seleccionar los datos 

Actividad 13 Limpiar los datos 

Actividad 14 Construir los datos 

Actividad 15 Integrar los datos 

Fase 4 CRISP-DM Modelado 

Actividad 16 Escoger la técnica de modelado 

Actividad 17 Generar el plan de prueba 

Actividad 18 Construir el modelo 

Actividad 19 Evaluar el modelo 

Fase 5 CRISP-DM Evaluación 

Actividad 20 Evaluar los resultados 

Actividad 21 Revisar el proceso 

Actividad 22 Presentación de reportes/conclusiones al cliente 

Fase 6 CRISP-DM Implantación 

Actividad 23 Planear la implantación 

Actividad 24 Planear la monitorización y mantenimiento 

Actividad 25 Producir el informe final 

Actividad 26 Revisar el proyecto 
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Ilustración 4. Diagrama de flujo de la metodología CRISP-DM, elaboración propia 2020. 

 

Ilustración 5. Diagrama de flujo del modelo de clasificación correspondiente a la fase 4, elaboración propia 2020. 
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Ilustración 6. Diagrama de flujo del algoritmo PCA, elaboración propia 2020. 
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Ilustración 7. Diagrama de flujo del algoritmo de K-means 2020. 

A su vez, como se observa en el cronograma de actividades se realizará la 

implementación del modelo “PCA” que muestra la ilustración 5 y 6 para poder ejecutar de 

manera eficiente el algoritmo de clasificación. Este nos permitirá respetar la dimensión de 

nuestras bases de datos, pero las adecuará en una matriz de distancias que podrá ser 

aprovechada por el modelo de K means. 

Al haber conseguido preparar los datos con PCA, se pasará propiamente al algoritmo de 

clasificación K means que se observa en la ilustración 7. En este algoritmo se buscará un valor k 

que definirá el número particiones que segmentará los datos, se desea obtener un algoritmo 

eficiente que permita clasificar las compras realizadas mes a mes y así poder detectar patrones, 

de esta forma se podrá tener un número de tipos cliente que correspondan el hábito de 

consumo que se compró durante el año 2020. Al contar con esta información junto con la 

recopilada acerca de los datos demográficos de la región se podrá otorgar información valiosa 

para la empresa. 
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FASE 2: 

Comprensión 

de los Datos  
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La recolección y validación de los datos parte de 3 fuentes principalmente: 

 Encuesta de seguridad alimentaria 2018, ENSANUT Centro de Investigación en 

Evaluación y Encuestas, Instituto Nacional de Salud Pública, Salud Secretaría de 

Salud. 

 Población y establecimientos económicos fuente INEGI 2015. 

 Base interna de la compañía. 

La fuente de ENSANUT y del INEGI provienen de fuentes externas mientras que por 

otro lado la base interna de la compañía es de origen propio. 

I Encuesta de seguridad alimentaria 
Los datos extraídos del ENSANUT representan a la seguridad alimentaria de México en 

2018. Estos datos fueron recopilados por medio de encuestas realizadas y validadas por 

el Instituto Nacional de Salud Pública y Salud secretaría de salud; con el fin de entender 

por un lapso de 3 meses el tipo de alimentación de cada familia dentro de la república 

mexicana. 

Los resultados de la encuesta conforman una base de: 

 44,574 filas. 

 29 columnas. 

 

Ilustración 8. Pre visualización del resultado de la encesta de seguridad alimentaria, ENSANUT 2018. 

La estructura del archivo la podemos ver en el siguiente catalogo: 

(1) Clave que identifica de manera única al campo dentro de la base de datos. 

(2) Corresponde al nombre de la variable en el instrumento de captación. 

(3) Pregunta textual en el instrumento de captación. 
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(4) Tipo de caracteres aceptados en el campo 

(5) Es el número de caracteres que ocupa el campo. 

(6) Valores que acepta el campo. 

(7) Clases que se incluyen en la respuesta de cada pregunta. 
Tabla 3. Estructura del archivo de la encuesta, ENSANUT 2018. 

Control de la vivienda 

ID Nemónico Pregunta Tipo Long. 
Códigos 
válidos 

Clases  

Valor Etiqueta 

1 UPM 
Unidad 

Primaria de 
Muestreo 

C 5 00001…06289   
 

2 VIV_SEL 
Vivienda 

seleccionada 
C 2 01…25   

 

3 HOGAR Hogar C 1 1…4    

4 NUMREN 
Número de 

Renglón 
C 2 01…13   

 

Tabla 4. Catálogo del control de la vivienda de la estructura del archivo. 

Seguridad alimentaria 

ID Nemónico Pregunta Tipo Long. 
Códigos 
válidos 

Clases  

Valor Etiqueta 

5 P1 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
usted se 

preocupó de 
que los 

alimentos se 
acabaran en 

su hogar? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

6 P2 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
en su hogar 
se quedaron 

sin 
alimentos? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

7 P3 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
en su hogar 
dejaron de 
tener una 

alimentación 
saludable, 
nutritiva, 

balanceada, 
equilibrada? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

8 P4 C 1 1,2,8,9 1 Sí 
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En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
usted o algún 
adulto en su 
hogar tuvo 

una 
alimentación 
basada en 

poca variedad 
de alimentos? 

2 
No 

8 No 
responde 

9 

No sabe 

9 P5 

 En los 
últimos tres 
meses, por 

falta de dinero 
u otros 

recursos, 
¿alguna vez 

usted o algún 
adulto en su 

hogar dejó de 
desayunar, 

comer, 
almorzar o 

cenar? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

10 P6 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
usted o algún 
adulto en su 
hogar comió 
menos de lo 
que debía 

comer? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

11 P7 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
usted o algún 
adulto en su 
hogar sintió 
hambre pero 
no comió? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

12 P8 

 En los 
últimos tres 
meses, por 

falta de dinero 
u otros 

recursos, 
¿alguna vez 

usted o algún 
adulto en su 
hogar solo 
comió una 
vez al día o 

dejó de comer 
todo un día? 

C 1 1,2,8,9 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

13 P9 C 1 1,2 1 Sí 
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¿En su hogar 
viven 

personas 
menores de 

18 años? 

2 

No 

14 P10 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
algún menor 

de 18 años en 
su hogar dejó 
de tener una 
alimentación 
saludable, 
nutritiva, 

balanceada, 
equilibrada? 

C 1 1,2,8,9,b 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

15 P11 

 En los 
últimos tres 
meses, por 

falta de dinero 
u otros 

recursos, 
¿alguna vez 
algún menor 

de 18 años en 
su hogar tuvo 

una 
alimentación 
basada en 

poca variedad 
de alimentos? 

C 1 1,2,8,9,b 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

16 P12 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
algún menor 

de 18 años en 
su hogar dejó 
de desayunar, 

comer, 
almorzar o 

cenar? 

C 1 1,2,8,b 

1 Sí 

2 
No 

8 

No 
responde 

17 P13 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
algún menor 

de 18 años en 
su hogar 

comió menos 
de lo que 
debía? 

C 1 1,2,8,9,b 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

18 P14 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
tuvieron que 

C 1 1,2,8,b 

1 Sí 

2 
No 

8 

No 
responde 
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disminuir la 
cantidad 

servida en las 
comidas a 

algún menor 
de 18 años en 

su hogar? 

19 P15 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
algún menor 

de 18 años en 
su hogar 

sintió hambre 
pero no 
comió? 

C 1 1,2,8,9,b 

1 Sí 

2 
No 

8 No 
responde 

9 

No sabe 

20 P16 

En los últimos 
tres meses, 
por falta de 

dinero u otros 
recursos, 

¿alguna vez 
algún menor 

de 18 años en 
su hogar solo 

comió una 
vez al día o 

dejó de comer 
todo un día? 

C 1 1,2,8,b 

1 Sí 

2 
No 

8 

No 
responde 

Tabla 5. Catálogo de las preguntas de seguridad alimentaria.  

Variables de Sistema 

ID Nemónico Pregunta Tipo Long. 
Códigos 
válidos 

Clases 

Valor Etiqueta 

21 EDAD Edad  C 3 011…111   

22 SEXO 

(NOMBRE) es 
hombre. 

C 1 1,2 

1 
Hombre 

(NOMBRE) es 
mujer. 

2 
Mujer 

23 
ENT Clave de Entidad 

Federativa 
C 2 01...32   

24 DOMINIO Dominio C 1 1,2 
1 Urbano 

2 Rural 

25 REGION Región C 1 1…4 

1 Norte 

2 Centro 

3 Ciudad de México 

4 Sur 

26 

EST_DIS Estrato de 

diseño 

C 3 001..328   

27 UPM_DIS UPM de diseño C 5 00001…06289   

28 ESTRATO 
Estrato 

sociodemográfico 
C 1 1…4   

29 F_SEGAL 
Factor de 
seguridad 
alimentaria 

C 
4 72…6048   

Tabla 6. Variables del sistema de la encuesta, ENSANUT 2018. 

Al conocer la estructura y la forma de la base, se decidió reconvertir los valores 

numéricos de los registros a su valor original para lograr una exploración mejor de los 
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datos. Una vez conseguido el cambio de formato se decidió solo tomar en cuenta 

aquellos registros que pertenecieran al estado de Puebla.  

El resultado de la reducción como se observa en la ilustración 9 arrojó un total de 

1437 registros y pese haberse limpiado los datos que no correspondían al estado de 

uebla existen 559 vacíos en la sección de las preguntas 10 hasta la 16, pero se decidió 

conservarlas puesto que aun contiene información útil en el resto de las secciones. Tras 

haber hecho el filtrado de los datos se decidió hacer un conteo rápido para comparar 

las respuestas positivas negativas, este conteo se puede observar en el gráfico de la 

ilustración 10, donde los puntos más destacados son: 

 Las preguntas con más respuestas positivas son: 

o ¿En su hogar viven personas menores de 18 años? 

o ¿Alguna vez usted se preocupó de que los alimentos se acabaran en su 

hogar? 

o ¿Alguna vez usted o algún adulto en su hogar tuvo una alimentación 

basada en poca variedad de alimentos? 

o ¿Alguna vez en su hogar dejaron de tener una alimentación saludable, 

nutritiva, balanceada, equilibrada? 

 Las preguntas con más respuestas negativas son: 

o ¿Alguna vez algún menor de 18 años en su hogar en su hogar solo comió 

una vez al día o dejo de comer todo un día?  

o ¿Alguna vez algún menor de 18 años en su hogar en su hogar sintió 

hambre, pero no comió? 

o ¿Alguna vez algún menor de 18 años en su hogar en su hogar dejo de 

desayunar, comer, almorzar o cenar? 

Estas respuestas nos indican que en Puebla el 60% está compuesta por menores 

de 18 años y su alimentación no es escaza, pero esto porque probablemente los jefes de 

familia priorizan su alimentación sobre la de los adultos mayores puesto que existe una 

preocupación real por surtir comida a todos los miembros de la familia ocasionando que 

en ocasiones se omita un plato o una variedad de alimentos.  
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Ilustración 9. Base reducida, ENSANUT 2018. 

Ilustración 10. Gráfico de barra agrupadas por respuestas positivas y negativas de la encuesta, ENSANUT 2018. 

Por otra parte, podemos cuantificar la respuesta por género para así poder medir 

cual es el sector de la sociedad que requiere de una mejor seguridad alimentaria. En el 

resultado destacan las preguntas 1,3,4,9 y 11 que son las siguientes: 

 ¿Alguna vez usted se preocupó de que los alimentos se acabaran en su hogar? 

 ¿Alguna vez en su hogar dejaron de tener una alimentación saludable, nutritiva, 

balanceada, equilibrada? 

 ¿Alguna vez usted o algún adulto en su hogar tuvo una alimentación basada en 

poca variedad de alimentos? 

 ¿En su hogar viven personas menores de 18 años? 

 ¿Alguna vez algún menor de 18 años en su hogar dejó de tener una alimentación 

saludable, nutritiva, balanceada, equilibrada? 

 ¿Alguna vez algún menor de 18 años en su hogar tuvo una alimentación basada 

en poca variedad de alimentos? 
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Estas preguntas y el gráfico de la ilustración 11 muestran que en las familias 

predominan las mujeres, los hombres realmente no presentan una restricción de 

alimentos significativa a comparación de las mujeres y estas al ser probablemente las 

que gestionan la distribución de alimentos presentan preocupación por estar limitados 

o privados de ellos. 

 

Ilustración 11. Gráfico de barra agrupadas por género y el tipo de respuestas de la encuesta, ENSANUT 2018.  

I Población y establecimientos 

económicos 
Una manera interesante también para entender a la población y la competencia que rodea al 

establecimiento fue usando el mapa del INEGI: espacio y datos que permitió recopilar los datos 

en un radio aproximado de 2 km como lo muestra la ilustración 3.  

 

Ilustración 12. Mapa: espacio y datos de México, INEGI 2015. 
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Ilustración 13. Tool's box para extraer datos del área geográfica específica, INEGI 2015. 

Una vez que ubicamos el área geográfica de la tienda, se marcó una circunferencia con 

la herramienta de la ilustración 12 y 13 para extraer los datos dentro de su radio del alcance. Al 

conseguirlo se desplegará una ventana para la descarga de los datos en un archivo “csv” como 

lo muestra la ilustración 14:  

 

Ilustración 14. Pre visualización para la descarga exitosa de los datos del área geográfica, INEGI 2015. 

Cuando se consiguió la descarga del archivo “csv” los datos de la población y 

establecimientos económicos se partió en 2 dataset con las siguientes características. 

Nombre del dataset Registros Columnas 

Población y vivienda 28 5 

Establecimientos económicos 6650 7 
Tabla 7. Estructura de los datasets extraídos del Mapa de INEGI, INEGI 2015. 

En el dataset de población y vivienda solo nos interesa conocer la demografía más básica 

de la población por lo que se transformó en un dataframe como se ejemplifica en la tabla 7,8 y 

9 para así observar en el gráfico de la ilustración 15 una distribución de la población por edades. 

A partir de esto se puede establecer que la suma de la población menor a 29 años supera al 

registrado por 30 a 59 años, significando que la población a la que atiende la empresa está 

conformada por familias jóvenes.   

 

Características del entorno 
urbano 

    

Nombre del indicador En todas En alguna En 
ninguna 

No 
especificado 

Recubrimiento de la calle 330 602 143 26 

Banqueta 352 634 91 24 

Guarnición 329 657 91 24 

Árboles o palmeras 128 791 158 24 

Rampa para silla de ruedas 3 100 974 24 

Alumbrado público 528 538 11 24 
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Letrero con nombre de la 
calle 

237 663 176 25 

Teléfono público 17 523 536 25 

Restricción del paso a 
peatones 

1065 20 no aplica no aplica 

Restricción del paso a 
automóviles 

925 147 no aplica no aplica 

Puesto semifijo 0 62 1015 24 

Puesto ambulante 0 133 944 24 

Vivienda 
    

Particulares 39528 
   

Habitadas 34413 
   

Particulares habitadas 34354 
   

Particulares no habitadas 4698 
   

Con recubrimiento en piso 33190 
   

Con energía eléctrica 33748 
   

Con agua entubada 31598 
   

Con drenaje 33562 
   

Con servicio sanitario 33688 
   

Con 3 o más ocupantes por 
cuarto 

1230 
   

     

De 0 a 14 años 37724 
   

De 15 a 29 años 36139 
   

De 30 a 59 años 50862 
   

De 60 años y más 10865 
   

Con discapacidad 3560 
   

Fecha de actualización 2015 2010 
  

Tabla 8. Dataset de la población y vivienda, INEGI 2015. 

 

De 0 a 14 
años 

De 15 a 29 
años 

De 30 a 59 
años 

De 60 
años y 
más 

Con 
discapacidad 

Total 

37724 36139 50862 10865 3560 139150 
Tabla 9. Dataframe modificado con las edades de la población, INEGI 2015. 
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Ilustración 15. Gráfico de barras de la edad de la población, INEGI 2015. 

El segundo dataset consta de 7 dimensiones y 6650 registros como se puede ver 

en la ilustración 16 y 17 y en la tabla 10.  

 

Ilustración 16. . listado superior del dataset establecimientos económicos, INEGI 2015. 

0

10000

20000

30000

40000

50000

60000

De 0 a 14 años De 15 a 29 años De 30 a 59 años De 60 años y
más

Con
discapacidad

Distribución de la edad de la población 
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Ilustración 17. listado inferior del dataset establecimientos económicos, INEGI 2015. 

Dimensiones Tipo 

ID Int  

Nombre Establecimiento Object 

IdSectorEconómico Int 

DescripcióndelSectorEconómico Object 

Latitud Float 

Longitud Float 

ÁreaGeográfica Object 
Tabla 10.Dimensiones del dataset de establecimientos económicos de la región, elaboración propia 2020. 

Al contar con estos datos pudimos establecer una serie de visualizaciones básicas en 

Power BI para poder extrapolar el top 10 de sectores económicos de la zona, la cantidad 

de tiende que componen a cada uno y el número de franquicias o tiendas pertenecientes 

al mismo grupo. Con ayuda de estos gráficos se pudo llegar a las siguientes 

determinaciones: 

 Los sectores económicos más importantes representan a la industria del 

alimento, artículos de papelería y a estéticas de belleza o peluquería. 

 Al existir competidores especializados en productos de harina, maíz o alimentos 

fritos podemos estipular que hay demanda por estos productos. 

 Las frutas, verduras y panificadoras, aunque en menor medida también son un 

ejemplo de producto demandados de interés para las tiendas de retail. 
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Ilustración 18. Treemap del top 10 los establecimientos económicos del área, elaboración propia 2020. 

 

Ilustración 19. Diagrama de embudo del top 10 de los establecimientos económicos del área, elaboración propia 
2020 
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Ilustración 20. Treemap del top 10 de los establecimientos económicos del área por establecimientos diferentes, 
elaboración propia 2020. 

 

Ilustración 21. Mapa por puntos del top 10 de los establecimientos económicos del área, INEGI 2015.  

I Base interna de la compañía 
Al realizar la comprensión del negocio desde un enfoque de data science se necesita entender 

su contexto actual e histórico a través de los datos, lo cual se logra mediante proceso ETL de 

datos internos y externos. Al obtener los datos procesados y listo para su análisis podremos 

ubicar el tipo de dato, la dimensionalidad y el número de registros que contiene las base que 

previamente creamos, para así poder un análisis de calidad y con valor. 

La finalidad de esto es generar un análisis exploratorio que responde a las primeras 3 bases 

de la pirámide del conocimiento:  
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 ¿Qué ocurrió? 

 ¿Por qué ocurrió? 

 ¿Qué está ocurriendo? 

Lo cual, a su vez establece las bases necesarias para responder a los últimos escalones de la 

pirámide (Fayyad, Shapiro, 1996). 

 

Ilustración 22. Pirámide del conocimiento, Fayyad 1996. 

Extracción y preparación del dataset. 
La manera en que encontraban los datos en el SMBD de la empresa implicaba que para cada 

producto de cada año se necesitaba genera una extracción de datos. Por lo cual, al ser 6 

categorías por 5 años se generó un total de 30 sub bases que contenian la información de 

unidades vendidas, ventas reales y ventas esperadas a lo largo de los 12 meses del año en que 

se extrajo la información, sin embargo, es de nuestro interes tener el historial de las unidades 

vendidas de cada categoría desde el 2015 hasta el 2020 en un solo archivo. 

Conseguir la unión de todos los datos con sus respectivos atributos requería de un 

proceso ETL en el que a través de Excel como se ve en las ilustraciones 23, 24, 25, 26 y 27 se 

pudo exportar los 30 archivos y así unirlos en uno solo. 

La serie de pasos consistio en obtener los datos desde un archivo de texto csv, 

seleccionarlo e importarlo con ayuda del asistente, definir los parámetros por default y 

finalmente solo seleccionar el periodo y las unidades vendidas. Cabe destacar que se hizo una 

modificación de periodo para que sea más legible y una vez realizado este cambio se repitío 

estos pasos con cada una de las base para finalmente combinarlas como se puede ver en la 

ilustración 28. 

Este proceso se repitió con las 6 categorías de productos: 

 Panadería 

 Cafés, leches y saborizantes  

 Cereales, galletas y pan 

 Comestibles en general y abarrotes 

 Dulces, chocolates y botanas 

 Aceites, granos y sopas 
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Una vez realizado este cambio en cado uno de los archivos, se procedió a unirlos en uno solo 

para tener en un solo documento las ventas de cada producto por unidad a lo largo de los 

últimos 5 años como se muestra en la ilustración 29.  

 

 

Ilustración 23. Paso 1 para la transformación de datos, elaboración propia 2021. 

 

Ilustración 24. Paso 2 para la transformación de datos, elaboración propia 2021. 

 

Ilustración 25. Paso 3 para la transformación de datos, elaboración propia 2021. 
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Ilustración 26. Paso 4 para la transformación de datos, elaboración propia 2021. 

 

Ilustración 27. Paso 5 para la transformación de datos, elaboración propia 2021. 
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Ilustración 28. Paso 6 para la transformación de datos, elaboración propia 2021. 

 

 

Ilustración 29. Resultado final del proceso ETL de las unidades vendidas de cada categoría de producto, elaboración 
propia 2021. 

Importar librerías 
En nuestro análisis exploratorio se hizo la preparación y carga de los datos en un entorno de 

Jupyter Notebook en la nube con Google Colab, para esto se importó las librerías que permiten 

la carga de los datos con pandas y otra para su manejo de las visualizaciones como seaborn 

y matplotlib  
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A continuación, se muestra el listado total de las librerías usadas para el análisis 

exploratorio: 

from google.colab import files 

uploaded = files.upload() 

import timeit 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 

import kn as sns 

import datetime 

 

from sklearn.preprocessing import StandardScaler 

from sklearn.cluster import KMeans 

!pip install --upgrade kneed 

from kneed import KneeLocator 

from sklearn.metrics import silhouette_samples, silhouette_score 

import matplotlib.cm as cm 

%matplotlib inline 

import io 

 

Ilustración 30. listado de las librerías usadas en el Jupyter Notebook, elaboración propia 2021. 

 

Al haber importado exitosamente las librerías realizamos propiamente la carga de la 

base de datos con la librería y el comando: 

from google.colab import files 

uploaded = files.upload() 

 

Ilustración 31. librería usada para la carga de datos en Google Colab, elaboración propia 2021. 

Carga y visualización de los datos 
Este permite subir el archivo en la nube usando el entorno de nuestra máquina como se ve a 

continuación. 
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Ilustración 32. Ejecución y carga de las librerías, elaboración propia 2021. 

 
Ilustración 33. Carga de los datos "unidades vendidas" al entorno virtual, elaboración propia 2021. 

De esta forma seleccionamos el archivo “unidades_vendidadas.xlsx” el resultado exitoso 

de la sentencia es:  
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Ilustración 34. Éxito de la carga de datos, elaboración propia 2021. 

Aunque se cargó al entorno de la nube en Google Colab, requerimos también su carga 

en el notebook de Jupyter. Para realizarlo, se requiere ejecutar con pandas la siguiente línea de 

comandos para asignar el total de registros de la base a una variable que nos permitirá avanzar 

con el análisis. 

 

Ilustración 35. Asignación del dataset en la variable "unidades" y uso de la función head () para obtener el top 5 
registros, elaboración propia 2021. 

 

Ilustración 36. top 5 registros con la función head (), elaboración propia 

 

Ilustración 37. Uso de la función tail () para obtener últimos 5 registros, elaboración propia 2021. 

 

Ilustración 38. Resultado de la función tail (), elaboración propia 2021. 

Se consiguió exitosamente la carga, se visualizó los primeros y últimos 5 registros de la 

base. En este primer vistazo se observa que el historial de los datos va mes a mes desde el 2015 

hasta 2020; por otro lado, las 6 columnas restantes conforman a las categorías de los productos 

vendidos con base a producto desplazado. 

Lo anterior permite tener una muestra de los datos, pero para poder dar inicio a un 

análisis estadístico requerimos de conocer el tipo de datos y la dimensión. Esto se llevará a cabo 

con el comando “unidades.info()”, cuyo resultado es el siguiente: 

 

Ilustración 39.  Uso de la función info() para conocer las características del dataset, elaboración propia 2021. 
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RangeIndex: 72 entries, 0 to 71 

Data columns (total 7 columns): 

 #   Column                            Non-Null Count  Dtype  

---  ------                            --------------  -----  

 0   Fecha                             72 non-null     object 

 1   panaderia                         72 non-null     int64  

 2   cafes_leches_saborizantes         72 non-null     int64  

 3   cereales_galletas_y_pan           72 non-null     int64  

 4   comestibles_en_general_abarrotes  72 non-null     int64  

 5   dulces_chocolates_botanas         72 non-null     int64  

 6   aceites_granos_y_sopas            72 non-null     int64  

dtypes: int64(6), object(1) 

memory usage: 4.1+ KB 

Podemos observar que la base está compuesta por 72 registros y 7 dimensiones, todas 

son de tipo “int64” a excepción de la fecha la cual es de tipo “object”. Esto significa que la fecha 

esta guarda como texto y no como una variable de tipo “datetime”, además podemos empezar 

a intuir el tipo de análisis y procedimiento que tenemos que realizar al contar con variables de 

tipo numéricas discretas. 

Para algunas visualizaciones convendrá mantener una copia de los datos por lo cual 

generaremos una nueva variable llamada “df” (abreviación de dataframe) para trabajar con ella 

después. 

 

Ilustración 40. Copia para trabajar el dataframe, elaboración propia 2021. 

Una vez generado el respaldo, cambiamos el formato de la variable “fecha” a tipo DateTime con 

pandas con el código “pd.to_datetime(unidades['Fecha'], format='%Y-%m')”, 

por otra parte, este código permite manejar la fecha en un formato de años-mes. 

 

Ilustración 41. Cambio de formato de la dimensión fecha, elaboración propia 

Corroboramos y visualizamos el cambio repitiendo la línea de código .info() y .tail() 

 

Ilustración 42. Corroboración del cambio de formato de la fecha, elaboración propia 2021. 

<class 'pandas.core.frame.DataFrame'> 

RangeIndex: 72 entries, 0 to 71 

Data columns (total 7 columns): 

 #   Column                            Non-Null Count  Dtype          

---  ------                            --------------  -----          

 0   Fecha                             72 non-null     

datetime64[ns] 

 1   panaderia                         72 non-null     int64          

 2   cafes_leches_saborizantes         72 non-null     int64          

 3   cereales_galletas_y_pan           72 non-null     int64          

 4   comestibles_en_general_abarrotes  72 non-null     int64          

 5   dulces_chocolates_botanas         72 non-null     int64          
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 6   aceites_granos_y_sopas            72 non-null     int64          

dtypes: datetime64[ns](1), int64(6) 

memory usage: 4.1 KB 

 

Ilustración 43. Función para pre visualizar el cambio de formato, elaboración propia 2021. 

 

Ilustración 44. Pre visualización del cambio de formato, elaboración propia 

Al transformar la variable a tipo “datetime” podremos separar la variable por mes y año. 

Lo cual será útil para su manejo de gráficas, esto se podrá hacer si creamos nuevas columnas 

que incluyan la separación de la fecha como se ve a continuación: 

 

Ilustración 45. Creación de la variable mes y año a partir de la variable fecha, elaboración propia 2021. 

También generaremos nuevos dataframes para poder graficar individualmente las 6 

categorías contrastándolos con los años y meses en un stacked plot. Los dataframes creados 

solo estarán compuestos por una categoría de producto y la fecha separada por mes y año, por 

lo que se borró la columna “fecha”. 

 

Ilustración 46. Nuevos dataframes para poder graficar individualmente las 6 categorías, elaboración propia 2021. 

El resultado de esta transformación se observa en la ilustración 48.  

 

Ilustración 47. Función para desplegar del nuevo dataframe, elaboración propia 2021. 
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Ilustración 48. Visualización del nuevo dataframe, elaboración propia 2021. 

Hay que recalcar que la separación y asignación de las fechas en las nuevas variable 

“mes” y “año” afectan tanto a “df” como “unidades”. Así que para el caso de unidades se 

necesita indexar la columna “fecha” y borrar la dimensión “mes” y “año”. 

 

Ilustración 49. Transformación de la variable fecha en un index, elaboración propia 2021. 

 

Ilustración 50. Eliminación de las variables repetidas, elaboración propia 2021. 

Después de haber ajustado la variable fecha, optamos por realizar un conteo de valores 

nulos en los registros, este peso será de utilidad para nuestro análisis descriptivo y predictivo. El 

conteo se realizó con la función isnull().sum() cuyo resultado mostró que no existen 

valores vacíos como se muestra en la ilustración 51 . 

 

Ilustración 51. Comprobación de la existencia de valores nulos, elaboración propia 2021. 
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Aunque esta parte corresponde propiamente más a la limpieza de los datos que su 

análisis descriptivo, es fundamental para la correcta interpretación de los datos. Por tal motivo 

a manera de buenas prácticas imprimimos la dimensión de base una vez realizado los cambios 

finales, esto se observa en la ilustración 52. 

 

 

 

Ilustración 52. Impresión del dataframe con la función .shape, elabración propia 2021. 
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FASE 3: 

Preparación 

de los datos 

(proceso ETL) 
  



 

49 

I Análisis exploratorio 

Medidas de tendencia central 
Al tener la base lista, calcularemos las medidas de tendencia central con la función .describe(); 

esta nos arroja el total de registros, el promedio, desviación estándar, mediana, los cuartiles, el 

valor máximo y mínimo. Para un mejor análisis graficaremos en diagramas de caja las 6 

categorías, de esta forma podremos una forma más visual las medidas de tendencia central.  

 

Ilustración 53. Medidas de tendencia central con la función describe, elaboración propia 2021. 

 

 

Ilustración 54. Diagramas de caja del dataframe, elaboración propia 2021. 

A partir de estos simples valores y de su representación gráfica podemos sacar las siguientes 

conjeturas: 

 La panadería o panificadora interna de la tienda es el producto que más unidades mueve 

con rango normal de 49000 unidades aproximadamente y de 80000 en sus valores 

atípicos. 

 Los dulces son el producto con el registro histórico más bajo en unidades desplazadas, 

aunque también es el más consistente, ya que no presenta outliers. 

 Excluyendo la panadería; la categoría aceites, granos y sopas es el producto que más 

unidades mueve en promedio y con rango de 13759 a 20500 unidades. 
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 Las 3 categorías que en rango promedio no desplazan tantas unidades son 'cafes,leches 

y saborizantes', 'cereales, galletas y pan', 'dulces, chocolates y botanas'. 

 No existen valores atípicos debajo del rango lo que nos indica que respecto al 

desplazamiento no ha habido merma. 

 La alta presencia de valores atípicos u outliers puede deberse a los picos de venta 

obtenidos por las temporadas fuerte como diciembre o verano, pero para corroborarlo 

se requiere de un análisis de series temporales. 

 El punto anterior podría indicar que los dulces, chocolates y botanas son un producto 

estable en el tiempo. 

Series temporales 
Debido a que contamos con registro histórico de los datos, se elaboró gráficas de series 

temporales para cada categoría de producto, es necesario mencionar que la indexación de la 

fecha permitió graficar de manera más eficiente. Además, se realizó un histograma el cual 

reforzará el análisis anterior. 

 

Ilustración 55. Serie temporal de las unidades vendidas de la panadería, elaboración propia 2021. 

 

Ilustración 56. Serie temporal de las unidades vendidas de cafés, leches y saborizantes, elaboración propia 2021. 
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Ilustración 57. Serie temporal de las unidades vendidas de cereales, galletas y pan, elaboración propia 2021. 

 

Ilustración 58. Serie temporal de las unidades vendidas de comestibles en general y abarrotes, elaboración propia 
2021. 
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Ilustración 59. Serie temporal de las unidades vendidas de la dulces, chocolates y botanas, elaboración propia 2021. 

 

Ilustración 60. Serie temporal de las unidades vendidas de aceites, granos y sopas, elaboración propia 2021. 

A partir de las series temporales podemos evaluar el comportamiento individual por 

temporadas de cada producto a lo largo del tiempo. En este análisis podemos observa: 

 Todos los productos presentan picos en cada año y con frecuencia, lo cual indica que 

las ventas de temporada generan un movimiento fuerte de mercancía y este se 

mantiene año tras año. 

 Los “cereales, galletas y pan” son los productos más desplazados proporcionalmente 

con respecto al inicio del 2015 hasta el 2020. 

 “panaderia” y “dulces, chocolates y botanas”  son las categorías que han mantenido un 

ritmo estable con respecto a los 5 años transcurridos. 

 “cafes leches y saborizantes”,  “comestibles en general y abarrotes”, “aceites, granos y 

sopas” tuvieron una caída de producto desplazado  en el 2019 y 2020, posiblemente 

por la crisis mundial del Covid-19. 
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 “dulces, chocolates y botanas” son una categoría estable, pese a no presentar un patrón 

que corresponda a los picos de las temporadas como el resto de las categorías. 

 “cafes leches y saborizantes”, “comestibles generales de abarrotes”, “aceites, granos y 

sopas” presentaron un bajo desplazamiento de producto en los primeros 3 años 

comparado con el 2018, 2019 y 2020. 

En un análisis más completo de la evolución de las ventas en cada categoría de productos, 

realizamos el comparativo histórico en un gráfico de líneas, donde se muestra de cada categoría 

las unidades vendidas a lo largo del tiempo. El gráfico mencionado se crea y despliega como lo 

muestra la ilustración 61 respectivamente, con base a esta información podemos resaltar los 

siguientes puntos: 

 Al observar picos recurrentes de ventas que representan las temporadas fuertes en un 

año y estas presentar una patron cíclico en cada año, podemos intiuir que existe un 

hábito de consumo regular en la población. 

 La panadería por lejos es el producto que mas unidades ha movido desde 2015 hasta 

2020. Existe la excepción de los aceites, granos y sopas que desde el 2017 en cada mitad 

del año supera las unidades vendidas de pan. 

 Excluyendo a la panaderia, las categorías que más venden son: “Aceites, granos y 

sopas”, “Cafes, leches y saborizantes” y “Comestibles en general y abarrotes”. 

 Desde el 2017 las ventas reflejan un patrón de todas las categorías menos de la 

panadería, lo cual puede indicarnos que hasta ese año fue posible suplir la demanda y 

los hábitos de consumo del área. 

 Los dulces, chocolates y botanas son la categoría que menor volumen de ventas tienen 

en los últimos 5 años. 

 

 

Ilustración 61. Serie temporal de las unidades vendidas de todas las categorías desde el 2015 hasta 2020, 
elaboración propia 2021. 

Otro observación interesante a lo largo del tiempo es contrastar mes a mes los 

productos de cada categoría por los 5 años, para esto recurrimos a una stacked plot que 

mostrará los meses enumerados de cada año. Antes de remarcar los puntos importantes del 
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gráfico de barras agrupadas, se requiere cambiar el arreglo del dataframe donde se pivota la 

columna  “año”  e indexa la columna mes como se muestra en la ilustración 62.  

 

Ilustración 62. Dataframes para comparar los productos de cada categoría por los 5 años mes a mes, elaboración 
propia 2021. 

 

Ilustración 63. Resultado del Dataframe creado para comparar mes a mes, elaboración propia 2021. 

Una vez realizada la configuración de los dataframe mostrado en la ilustración 63, 

graficamos las comparaciones mes a mes de las distintas categorías. En cada una ellas se 

visualizó el contraste mes a mes por lo que se puede obtener las siguientes supuestos: 

 Con estos gráficos podemos vislumbrar los picos de temporada alta, los cuales en 

promedio son marzo, junio, julio y diciembre. 

 “panaderia” mueve su mayor cantidad de productos historicamente en diciembre. 

Además, cabe destacar que considerando al 2019 y 2020 como una epoca de ventas 

bajas por la pandemia los meses de abril, septiembre, octubre y noviembre no sufrieron 

una recaída drastica como se esperaba. 

 “cafes leches y saborizantes” mueve su mayor cantidad de productos historicamente en 

junio y julio. En el resto de los meses mantuvo una venta regular pero baja de unidades 

con excepción de agosto 2019. 
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 “cereales galletas y pan” mueve su mayor cantidad de productos historicamente en 

junio y julio. Al igual que la panaderia, si se considera los años de 2019 y 2020 como una 

epoca de ventas bajas los meses de abril y mayo no sufrieron de esta recaída, reflejando 

un buen manejo de la tienda. Además, en marzo en 2019 y octubre 2020 aumentaron 

sus ventas por unidad lo que demuestra una toma decisiones acertada. 

 “comestibles en general y abarrotes” mueve su mayor cantidad de productos 

historicamente en junio y julio. El resto de los meses la venta fue regular a excepsión de 

marzo que tuvo un incremento notable en sus ventas de 2019. 

 “dulces, chocolates y botanas” mueve la mayor cantidad de productos historicamente 

en junio, julio y diciembre. En los años 2019 y 2020 existió una baja de ventas en 

comparación a los años anteriores exceptuando los meses de mayo, abril y junio, pero 

por otro lado, las ventas más bajas de esos años e historicamente fueron en agosto, 

septiembre y diciembre.  

 “aceites, granos y sopas” mueve la mayor cantidad de productos historicamente en 

marzo, junio y julio. Las venta de marzo 2020 ha sido la mejor de todos los años con 

respecto a ese mes, cabe destacar que esta fecha en esta categoría ha sido la que 

mejores resultados presenta desde el inicio de la pandemia. 

 

Ilustración 64. Comparación mes por mes de las unidades vendidas de panadería, elaboración propia 2021. 
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Ilustración 65. Comparación mes por mes de las unidades vendidas de cafés, leches y saborizantes, elaboración 
propia 2021. 

 

Ilustración 66. Comparación mes por mes de las unidades vendidas de cereales, galletas y pan, elaboración propia 
2021. 
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Ilustración 67. Comparación mes por mes de las unidades vendidas de comestibles en general y abarrotes, 
elaboración propia 2021. 

 

Ilustración 68. Comparación mes por mes de las unidades vendidas de dulces, chocolates y botanas, elaboración 
propia 2021. 
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Ilustración 69. Comparación mes por mes de las unidades vendidas de aceites, granos y sopas, elaboración propia 
2021. 

Histograma y distribución 
El código como se muestra en la ilustración 70 se generó con la función seaborn y con un loop 

for para así mostrar en una sola figura el histograma de las 6 categorías. 

 

Ilustración 70. Código para la creación de histogramas de las 6 categorías, elaboración propia 2021. 
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Ilustración 71. Histograma de las 6 categorías, elaboración propia 2021. 

El histograma de cada producto presenta una distribución semi normal sesgada a la derecha, 

lo cual corresponde al análisis previo del boxplot que mostraba outliers positivos o superiores. 

Este nuevo gráfico permite obtener datos acerca de la frecuencia con la que se ha desplazado el 

producto con respecto a sus unidades, con base a lo anterior los puntos más interesantes 

podemos extrapolar son: 

 Nos va a interesar siempre tener una distribución normal o sesgada a la izquierda en 

nuestras categorías, ya que esto significaría que hay una frecuencia alta de productos 

vendidos por unidad. Por otra parte, mientras más sesgado a la izquierda significará que 

mayor cantidad producto se ha desplazado, esto siempre y cuando haya existido 

temporadas donde se haya vendido menos porque si no la distribución no presentaría 

sesgo. 

 El sesgo presente en cada categoría corresponde a los picos altos de venta por 

temporada. 

 “dulces, chocolates y botanas” mueven con suma frecuencia cantidades de 7000 a 

10000 unidades, además de presentar una mayor regularidad en este aspecto en 

comparación al resto de categorías. 

 “panaderia” mueven con suma frecuencia cantidades de 35000 a 45000 unidades. 

 “cafes leches y saborizantes” mueven con suma frecuencia cantidades de 7500 a 12500 

unidades. 

 “cereales galletas y pan” mueven con suma frecuencia cantidades de 3750 a 11000 

unidades aproximadamente. 

 “comestibles en general y abarrotes”, mueven con suma frecuencia cantidades de 

10000 a 17500 unidades. 

 “aceites, granos y sopas”, mueven con suma frecuencia cantidades de 10000 a 20000 

unidades. 
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Dispersión y correlación 
En el análisis de las categorías es necesario contrastarlo en gráficos de dispersión para poder 

observar las tendencias y relaciones entre cada una de las dimensiones, brindando una 

herramienta que sirve para visualizar la dependencia en este caso de los productos y sus ventas. 

Además, se puede observar la tendencia de un producto a lo largo del año y estimar las ventas 

aunque en este trabajo practico no se realizara ese enfoque. 

Se empezó por graficar cada producto con respecto a la fecha, la creación de las gráficas 

se pueden observar en las ilustraciones 72, 73, 74, 75, 76 y 77. En las gráficas de dispersion de 

cada producto con respecto al tiempo no se pudo encontrar ningun tipo de correlación.  

 

Ilustración 72. Gráficas de dispersión de las unidades vendidas de panadería, elaboración propia 2021. 
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Ilustración 73. Gráficas de dispersión de las unidades vendidas de cafés, leches y saborizantes, elaboración propia 
2021. 

 

Ilustración 74. Gráficas de dispersión de las unidades vendidas de cereales, galletas y pan, elaboración propia 2021. 
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Ilustración 75. Gráficas de dispersión de las unidades vendidas de comestibles en general y abarrotes, elaboración 
propia 2021. 

 

Ilustración 76. Gráficas de dispersión de las unidades vendidas de dulces, chocolates y botanas, elaboración propia 
2021. 
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Ilustración 77. Gráficas de dispersión de las unidades vendidas de aceites, granos y sopas, elaboración propia 2021. 

Ahora nos interesa saber si existe una correlación entre los productos, para lo cual 

usamos el dataframe “df” asignándolo en una variable nueva llamada “correlacion_df”. En la 

variable nueva se aplicó las trasformaciones que nos permita observar las correlaciones como 

se puede ver en la ilustración 78 y 79. 

 

 

Ilustración 78. Nuevo dataframe para hacer transformaciones que permitan mostrar las correlaciones entre las 
variables, elaboración propia 2021 

Al contar con la copia de trabajo del dataframe “correlacion_df” se realizó una relación 

cruzada de todas las variables con el codigo siguiente: 
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Ilustración 79. Código y visualización de las correlaciones entre todas las variables por mes en un gráfico de 
dispersión, elaboración propia 2021. 

Ha diferencia de las gráficas anteriores se puede observar que existe una posible 

tendencia y correlación positiva, siendo estas tendencias indicadores de una dependendencia 

entre los productos respecto al incremento de ventas por unidad. Sin embargo, la dependencia 

de los productos con base a la correlación requiere de estadandarizar los datos normalizandolos 

para así tener un distibución normal que no se vea afectada por la escala de los datos de las 6 

categorías de productos. 

La estandarización de datos se llevo acabo con el metodo de min-max en donde cada 

registro es rescalado en un rango de 0 a 1 a través de los valores extremos del rango original de 

cada columna. Esta modificación permite elaborar un mapa de calor por medio de correlaciones 

optimas que no se vea afectado por las magnitudes de cada categorías. 
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Ilustración 80. Creación de un dataframe para su normalización, elaboración propia 2021. 

 

Ilustración 81. Resultado del dataframe creado, elaboración propia 2021. 

 

 

Ilustración 82. Código para normalizar los datos y mostrarlo en un gráfica de distribución, elaboración propia 2021. 

 

Ilustración 83. Resultado de la distribución normal de cada producto, elaboración propia 2021. 

Una vez normalizada la base se elaboraron las correlaciones con el método “Pearson”, 

este usa un coeficiente con un rango de -1 a +1, en donde 0 indica que no existe relación. 
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Después de tener la correlación de cada categoría se desplego en un mapa de calor con la 

función de seasborn .heatmap(). 

El mapa de calor mostro la existencia correlaciones positivas entre las variables siendo las 

más importantes aquellas que presentan un color cercano al rojo claro cómo se puede apreciar 

en la ilustración 85, aunque esto no implica causalidad. Para demostrar dicha importancia y su 

causalidad, se optó por conseguir la significancia estadística de estas correlaciones por medio 

de un valor de P < 0.05 como se puede apreciar en el código de la ilustración 86, 87 y 89 de esta 

forma se conseguiría aquellos valores con alta correlación que sean altamente significativos. 

Para listar el top 5 de las correlaciones más altas su uso el código de la ilustración 90. Y con 

base lo mostrado la dependencia más alta de productos son: 

1. Comestibles en general y abarrotes con cereales galletas y pan: 0.846082 

2. Cereales galletas y pan con cafés, leches y saborizantes: 0.816365 

3. Comestibles en general y abarrotes con cafés leches y saborizantes: 0.790341 

4. Aceites, granos y sopas con cafés leches y saborizantes: 0.789252 

5. Cereales galletas y pan con aceites, granos y sopas: 0.743070 

 

Ilustración 84. Código para crear las correlaciones y su mapa de calor, elaboración propia 2021. 

 

Ilustración 85. Mapa de calor de las correlaciones de cada categoría de productos, elaboración propia 2021 
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Ilustración 86. Código para crear un mapa de calor de los p-vales de las correlaciones de las unidades de productos 
más vendidos 

 

Ilustración 87. Mapa de calor de los p-vales de las correlaciones de las unidades de productos más vendidos 

 

Ilustración 88. Código para insertar una máscara de los p-values en los mapas de calor de las correlaciones de las 
unidades de productos más vendidos por categoría acorde a su significancia estadística 
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Ilustración 89. Resultado de aplicar la máscara de p-valúes a las correlaciones de cada producto vendido con base a 
la significancia estadística más importante. 

 

 Top 5 correlaciones: 

1. comestibles_en_general_abarrotes  cereales_galletas_y_pan             
0.846082 

2. cereales_galletas_y_pan           cafes_leches_saborizantes           
0.816365 

3. comestibles_en_general_abarrotes  cafes_leches_saborizantes           
0.790341 

4. cafes_leches_saborizantes         aceites_granos_y_sopas              
0.789252 

5. cereales_galletas_y_pan           aceites_granos_y_sopas              
0.743070 

Ilustración 90. Código y resultado del top 5 de correlaciones, elaboración propia 2021 
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FASE 4: 

Modelado 
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Los modelos de machine learning trabajan mejor con datos escalados en rangos de -1 a 1 o de 0 

a 1 (Goedegebuure, 2021), por lo que necesitamos primero verificar la correcta transformación 

de los datos con la función describe()como se puede corroborar en la ilustración 91. 

 

Ilustración 91. Comprobación de la normalización de datos, elaboración propia 2021. 

Efectivamente se consiguió la normalización de los datos al tener valores minimos y 

máximos de 0 y 1 respectivamente en cada una de las categorías. Ahora solo queda crear un 

vector llamado “Rango_de_clusters” que contenga los diferentes números clusters con los que 

se evaluará y verificará el valor óptimo en el algoritmo de k-means. 

 

Ilustración 92. lista con el rango de clústeres probados, elaboración propia 2021. 

 Una vez realizados los preparativos podemos empezar con el despliegue del algoritmo a 

través del método elbow o codo en español; este nos permite generar un desplegado de los 

distintos números de clústeres en un rango del 1 al 11 junto con su gráfico como se puede 

observar en la ilustración 93.  

Por medio de esta visualización, se busca observar en la gráfica el punto óptimo donde 

la cantidad de centroides refleje un cambio abrupto en la caída de los valores de wcss, ya sea 

por un crecimiento atípico en la bajada de la curva o por un decrecimiento plano, a lo que se 

traduce a una sobre clasificación innecesaria. De esta forma eligiendo correctamente la cantidad 

de centroides se consigue tener una buena agrupación de los miembros, reducción del 

overfitting y una asignación balanceada con respecto a las características dentro de los grupos.  

Cabe destacar que, aunque el gráfico pueda mostrar el valor idóneo para la asignación 

del número de centroides para el algoritmo de k-means, se utilizó la función KneeLocator 

como se puede ver en la ilustración 93 para conocer con certeza el valor óptimo para nuestros 

datos.  

El valor resultante de la técnica del codo nos indica que el mejor número de 

agrupaciones para nuestros datos es de 4 clústeres, sin embargo, existe ocasiones en la que la 

distribución de los datos presenta un patrón singular que no puede ser correctamente 

clasificado por el algoritmo de k-means. Por lo tanto, es necesario representar estos datos en 

un gráfico de dispersión para tomar la decisión de si es necesario cambiar el tipo de algoritmo 

para la agrupación. 

Los datos multivariados de nuestra base son complicados de proyectar en una gráfica 

de dispersión, por lo cual recurrimos al algoritmo de PCA (Principal Component Analysis) para 

poder observar sus patrones y tendencias. Este método permite reducir la longitud de los datos 

en componentes más simples por medio eigenvectors y eigenvalues (Goedegebuure, 2021), 

además se conserva la información de sus dimensiones al trabajar con la matriz de covarianzas 
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resultante de combinar linealmente las varianzas de todas las dimensiones, en consecuencia, se 

generó 2 componentes principales útiles para representarlos en una gráfica de dispersión que 

respeta y mantiene la dimensionalidad de la base original. 

 

 

Ilustración 93. Gráfico del codo para determinar el número óptimo de clústeres, elaboración propia 2021. 

 

 

Ilustración 94. Código para obtener e imprimir el valor óptimo de clúster, elaboración propia 2021. 
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Ilustración 95. Código para descomponer el dataframe con PCA, elaboración propia 2021. 

La forma en que PCA mantiene la complejidad de la base es primero utilizando variables 

normalizadas, de ahí parte del concepto previamente mencionado de eigenvectors y eigenvalues 

que vendría siendo la multiplicación de una matriz por un vector en donde su resultado presenta 

las siguientes propiedades (Rodrigo, 2021): 

 Los eigenvectors solo existen para matrices cuadradas y no para todas. En el caso de que 

una matriz n x n tenga eigenvectors, el número de ellos es n. 

 Al escalar un eigenvector antes de multiplicarlo por la matriz, se obtiene un múltiplo del 

mismo eigenvector. Puesto que, si se escala un vector multiplicándolo por cierta 

cantidad, solamente se consigue cambiar su longitud, pero la dirección es la misma. 

 Todos los eigenvectors de una matriz son perpendiculares (ortogonales) entre ellos, 

independientemente de las dimensiones que tengan. 

Lo anteriormente mencionado por Rodrigo, nos indica que solo se cambia su longitud, pero 

no las propiedades intrínsecas de los eigenvectors puesto que solo se está cambiando la 

dirección del plano. 

El proceso interno que siguió el algoritmo con nuestros datos fue: 

 Una resta de cada valor con la media de la variable a la que pertenece. Consiguiendo 

una media cero en todas las variables. 

 Se maximiza la varianza encontrando la matriz de covarianzas con datos escalados para 

así evitar los crecimientos exponenciales de valores muy altos. 

La varianza total que se calculó en los datos está representada como:  

 

Ecuación 1. Varianza total presente en el set de datos, Amat 2021 

y la varianza explicada por la componente m (el nuevo componente principal creado) 

es: 

 

Ecuación 2. Varianza explicada por la componente m, Amat 2021 

El resultado de la proporción de varianza acumulada por el componente m con base al 

ratio es de: 
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Ecuación 3. Proporción de varianza explicada por la componente m dada por el ratio, Amat 2021 

Como en nuestro caso solo nos interesa generar 2 componenetes principales para ser 

usados en un scatter plot, lo que se hizo fue definir a 2 el número de componentes principales 

de la función PCA de la ilustración 95. Al mantener toda la información pese a la reducción de la 

dimensión, es posible realizar un proceso reversible guardando previamente los eigenvectors o 

componentes principales para mostrar a que grupo pertenece la base de datos originales como 

se explica en la siguiente formula. 

datos originales = (eigenvectors−1) x (principal component scores) + medias originales 

La manera en que el agoritmo de PCA nos puede decir con cuanta de la informción se 

está manteniendo el estado original, mediante el valor de variance ratio como se observa en la 

ilustración 96. En donde podemos constatar que se está reteniendo el 80.14 de la varianza 

observada.  

 

Ilustración 96. Valor del ratio de la varianza y valor acumulativo del ratio de varianza, elaboración propia 2021. 

Los valores de la ilustración 97 corresponden a los eigenvectors mientras que los 

valores de la ilustración 98 corresponden a los eigenvalues, así que ambos son los valores 

necesarios utilizados para realizar el proceso reversible. 

 

Ilustración 97. Valor del singular value o eigenvalues, elaboración propia 2021.   
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FASE 5: 

Evaluación 
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Una vez que se realizó la optimización del algoritmo y la “simplificación” de los datos con PCA, 

se decidió proyectar y evaluar cada uno de los clústeres asignados en el vector 

“Rango_de_clusters” mediante el uso de un ciclo for como se puede ver en la ilustración 98 y 

99.   Esto permitió repetir 6 veces el código para desplegar las gráficas de dispersión con su 

respectiva asignación de grupos para cada número de clústeres en la lista. 

Siendo más específico, el ciclo for arrojó como resultado la agrupación de los datos para 

2,3,4,5,6 y 7 grupos representados en una visualización de scatter plot como se observar desde 

la ilustración 101 hasta la 106. En cada una de ellas podemos ver la tendencia en la que están 

dispuestos los datos, por lo que con base a estos gráficos se puede llegar a la conjetura de que 

están ampliamente dispersos los datos y no presentan una configuración atípica que impida su 

clasificación con el algoritmo de K-means. 

Por otra parte, durante los ciclos también se realizó la evaluación de los datos que partió 

desde observar la asignación de los grupos hasta ver la colindancia entre los valores extremos 

de cada clúster. Esta valoración de la partencia de los datos con respecto a su grupo sin este 

interferir con otro grupo vecino durante la clasificación se logró por medio del análisis de la 

silueta o silhouette, a través de este método se midió la distancia promedio interna del clúster 

y el promedio de la distancia del clúster más cercano para cada muestra 

("sklearn.metrics.silhouette_score — scikit-learn 0.24.2 documentation", 2021).  

El algoritmo lo primero que realiza es obtener el coeficiente de silueta para una muestra 

que es 
(b − a) 

max (a,b)
 en donde, b es la distancia entre una muestra y el clúster más cercano distinto 

del clúster que forma parte.  Otra manera de explicarlo es como: 

 |𝐶𝑖| es el número de datos perteneciente al clúster i. 

 𝑎(𝑖) representa a los datos los datos i en el clúster 𝐶𝑖, siendo esta la medida para saber qué 

tan bien fue asignado el dato 𝑖 a su clúster. 

𝑎(𝑖) =
1

|𝐶𝑖| − 1
∑   𝑑(𝑖, 𝑗)

𝑖 ∈ 𝐶𝑖,   𝑖≠𝑗

 

Ecuación 4. Asignación del dato dentro del clúster, Kumar 2021. 

 La silueta que engloba los datos pertenecientes al cluster y los delimita con respecto su 

vecino cercano se especifica: 

𝑆(𝑖) =
𝑏(𝑖) − 𝑎(𝑖)

max{𝑎(𝑖), 𝑏(𝑖)}
, 𝑠𝑖 |𝐶𝑖| > 1 

Ecuación 5. Delimitación de la silueta respecto a su vecino cercano, Kumar 2021. 

Y  

𝑆(𝑖)  =  0, 𝑠𝑖 |𝐶𝑖|  =  1 

Ecuación 6. Parámetro que delimita al vecino, Kumar 2021. 
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A lo que se puede representar como: 

1 −
𝑎(𝑖)

𝑏(𝑖)
, 𝑠𝑖 𝑎(𝑖) < 𝑏(𝑖) 

0, 𝑠𝑖 𝑎(𝑖) < 𝑏(𝑖) 

𝑏(𝑖)

𝑎(𝑖)
− 1, 𝑠𝑖 𝑎(𝑖) < 𝑏(𝑖) 

Ecuación 7. Análisis de la silueta con los parámetros que se incluyen dentro del cluster, Kumar 2021. 

 La silueta puede abarcar un rango posible de −1 ≤ 𝑆(𝑖) ≤ 1 

 El valor ideal de la silueta debe ser 𝑆(𝑖) ≤ 0 para tener un correcta asignación de los datos 

con su respectivo clúster. 

En nuestro caso práctico al generar el código podemos ver desde ilustración 100 hasta la 

106 el valor de la silueta con su respectiva gráfica. Siendo los más importante el caso de k = 2 y 

k = 4 de la ilustración 101 y 103 al ser los únicos que no tienen ningún valor menor a 0. Esto es 

importante debido a que aquellos gráficos en donde se pueda encontrar un valor menor a 0 

están sujetos a tener valores mal asignados en sus clústeres. Por otra parte, el score expresa de 

manera cuantitativa cuán densos y bien separados están los grupos, hecho que podemos ver 

con el grosor de “clúster labels” del eje Y. 

Con respecto al tamaño y la densidad de los clústeres se busca un puntaje con valor 

promedio entre 0.5 y 1, ya que supera el umbral del 50% implicando que los datos están 

altamente separados y presentan buena densidad (Kumar, 2021); en nuestro caso el número 

clústeres capaz de cumplir con esta condición fue el de k = 4 al tener un puntaje de 0.5748. 

 

𝑆(𝑖) = 
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Ilustración 98. Parte 1 del código para generar el análisis de la silueta y los clústeres del rango definido, elaboración 
propia 2021. 

 

 

Ilustración 99. Parte 2 del código para generar el análisis de la silueta y los clústeres definido, elaboración propia 
2021. 
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Para cada n_clústeres = 2 El valor promedio de la silueta es: 

0.6099583301555795 

Para cada n_clústeres = 3 El valor promedio de la silueta es: 

0.5748323649791642 

Para cada n_clústeres = 4 El valor promedio de la silueta es: 

0.587998193683728 

Para cada n_clústeres = 5 El valor promedio de la silueta es: 

0.5018675132053909 

Para cada n_clústeres = 6 El valor promedio de la silueta es: 

0.33286653437195823 

Para cada n_clústeres = 7 El valor promedio de la silueta es: 

0.327832791756053 

Ilustración 100. Resultado promedio del análisis de la silueta, elaboración propia 2021. 

 

Ilustración 101. Análisis de la silueta para el número de clústeres 2, elaboración propia 2021 

 

Ilustración 102. Análisis de la silueta para el número de clústeres 3, elaboración propia 2021. 
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Ilustración 103. Análisis de la silueta para el número de clústeres 4, elaboración propia 2021. 

 

Ilustración 104. Análisis de la silueta para el número de clústeres 5, elaboración propia 2021. 

 

Ilustración 105. Análisis de la silueta para el número de clústeres 6, elaboración propia 2021. 
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Ilustración 106. Análisis de la silueta para el número de clústeres 7, elaboración propia 2021. 

El resultado del código anterior se muestra en las ilustraciones 101, 102, 103, 104, 105 

y 106. En estas imágenes se observan 2 tipos de gráficas útiles que despliegan el resultado de 

implementar el algoritmo de Kmeans en un rango de 2 a 7 clústeres, en el primer gráfico de la 

izquierda se puede observar el número de clústeres, los cuales empiezan por el número 0 y 

concluyen en el número n-1, siendo n el número de clústeres elegidos; además de manera 

cualitativa se muestra el grosor del grupo formado por cada clúster y si este invade algún grupo 

vecino como lo es el caso de la ilustración 102, 104, 105 y 106 al tener valores negativos en el 

coeficiente de silueta. Por otra parte, el segundo gráfico despliega los datos simplificados con el 

algoritmo de PCA en una gráfica de dispersión para así obtener el resultado agrupación del 

algoritmo de aprendizaje no supervisada de Kmeans, en esta se aprecia de forma más granular 

la pertenencia de cada dato a su grupo y los formas naturales que estas presentan. 

Una vez que se corroboró que el valor ideal para la signacion de nuestros clusteres es 

efectivamente de k = 4, se empezó con su despliegue individual del algoritmo en donde se realizo 

un total de 400 iteraciones a los datos normalizados guardados en la variable “df_normalizada”, 

esto lo podemos observar en la ilustración 107. 

 

KMeans(algorithm='auto', copy_x=True, init='k-means++', 

max_iter=400, 

       n_clusters=4, n_init=10, n_jobs=None, 

precompute_distances='auto', 

       random_state=None, tol=0.0001, verbose=0) 

Ilustración 107. Código y resultado para la creación optima de 4 clústeres, elaboración propia 2021. 

Al haber recreado exitosamente la agrupacíon de los 4 clusters se procedió a crear una 

nueva dimensión llamada “KMeans_cluster” que contiene el número del grupo al que 

pertenece, siendo posible encontrar valores de 0 al 4, este resultado se puede corroborar en la 

ilustración 107. Despues de juntar los datos se optó por graficarlos para observar como estan 

conformados los grupos por medio del codigo expuesto en la ilustración 108 y cuyo resultado se 

puede ver en la ilustración 109. 
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Ilustración 108. Transformación del dataset con PCA, elaboración propia 2021 

 

Ilustración 109. Código para observar en un gráfico de dispersión los clústeres creados, elaboración propia 2021 

 

Ilustración 110. Gráfico de dispersión de los 4 clústeres generados con los componentes principales, elaboración 
propia. 
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FASE 6: 

Implantación 
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Ilustración 111. Resultados de la implantación en forma de informes  
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IConclusión 

En conclusión, se pudo realizar un proceso ETL a las 3 fuentes de datos de origen externo 

e interno; lo cual permitió realizar un análisis descriptivo de la población perteneciente 

a la región que a su vez ayudó a delimitar la edad, género y tipo de negocios que las 

persona tenían aledaños a la tienda. Este último aspecto sirvió para inferir los sectores 

económicos más importantes del supermercado y representarlos dentro de un 

dashboard elaborado en Power BI. 

Finalmente, durante este trabajo se pudo desarrollar un informe completo que 

resume el estado pasado, presente y futuro de la tienda como parte de la fase final que 

establece la metodología CRISP-DM. También usando técnicas de machine learning 

como K-means y PCA se consiguió obtener distintas agrupaciones naturales formadas 

acordes al tipo de producto comprado a lo largo de los últimos 5 años, arrojando como 

resultado un total de 4 clústeres óptimos que representan posiblemente los tipos de 

clientes que visitan la tienda, este último apartado serviría como una posible línea de 

investigación al robustecer los 4 tipos de clientes con técnicas de investigación propias 

del “user persona”. 
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